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Вступ 
Будемо розглядати веб (WWW) як 

великомасштабну розподілену інформа-

ційну систему, з вираж sadlyеними особли-

востями просторової і часової локалізації. 

Потік вебпосилань на практиці залежить у 

часі і просторі від кешування, попередньої 

вибірки та системи поширення докумен-

тів. 

Часова локалізація передбачає, що 

документи, до яких нещодавно зверталися, 

з більшою ймовірністю будуть згадані в 

найближчому майбутньому. Ця власти-

вість привела дослідників до пропозиції 

створити стек всіх об'єктів сервера, впоря-

дкованих за давністю використання [1]. 

Просторова локалізація оперує з тим, що 

загальна кількість унікальних послідовно-

стей різної довжини, що спостерігаються у 

потоці вебпосилань, набагато менша від 

очікуваного у випадково обраному вебпо-

силанні [5,14]. 

Локалізація є одним з чинників, які 

впливають на базовий байтовий вебтрафік, 

який виникає в результаті передачі різних 

документів HTTP, було показано, що веб-

трафік дуже мінливий у широкому діапа-

зоні відрізків часу [8].  

З іншого боку, вебтрафік може бути 

описаний статистично з використанням 

поняття самоподібності, яке може бути за-

стосоване до пульсацій вебтрафіку глоба-

льної і локальної мережі [14]. Через коре-

ляції, які є присутні при масштабуванні, 

стаціонарні самоподібні процеси мають 

властивість далекодії. Залежні часові ряди 

з великим діапазоном зазвичай мають 

сплески, тобто значення вище чи нижче се-

реднього, які виникають у всіх часових ра-

мках. Отже, незалежно від масштабування 

ряда ми можемо спостерігати сплески. 

Самоподібність у вебтрафіку можно пояс-

нити на основі ефектів кешування корис-

тувацьких уподобань при передачі, ефекта 

клієнтського «часу на роздуми» і накла-

дання багатьох таких передач у локальній 

області розподілу розмірів вебдокументів 

[5]. 

Така масштабно-інваріантна мінли-

вість різко контрастує з традиційними мо-

делями вебтрафику близькодії, описаними 

пуасонівскими чи марківскими проце-

сами, які мають характерну довжину спле-

ска з тенденцією до згладжування шляхом 

усереднення у достатньо тривалому часо-

вому масштабі. Часовий ряд із довгостро-

ковою залежністю має набагато складніші 

закономірності своєї поведінки, аніж ряд з 

короткостроковою залежністю. Врахову-

ючи складні аспекти довгострокової зале-

жності, самоподібність була доведена у 

[14], і важливість прогнозу довгострокової 

залежності починає відзначатись у таких 

дослідженнях, як [5,8], які показують, що 

втрата пакетів та поведінка затримки ради-

кально відрізняється при моделюванні з 

використанням даних реального трафіку, а 

не традиційних мережевих досліджень. 

Зрозуміло, що ефективне прогнозу-

вання, здатне наперед з достатньою точні-

стю надавати оцінки попиту на вебтрафік, 

могло би значно допомогти оптимізації 

комп'ютерної системи та мережевих ресу-

рсів. Прогнозування кількості переданих 

байтів через вебтрафік дозволило б перед-

бачити очікувану продуктивність для 

проєктування мережі та планування про-

пускної спроможності комп’ютерної ме-

режі загального призначення. Більше того, 

довгострокова характеристика вебтрафіку 

також дозволить нам генерувати синтети-

чні потоки для моделювання вебтрафіку, 
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що має значення для мережевих операто-

рів. 

Аналіз досліджень та публіка-
цій 

Дослідження, які спрямовані на під-

вищення точності прогнозування вебтра-

фіку мають у своєму складі ряд методів ос-

нованих на штучних нейронних мережах, 

в тому числі рекурентних, оптимізаційних 

методах лінійного та не лінійного програ-

мування тощо [1-3]. Ми показуємо, як ви-

користання конекціоністських моделей, 

зокрема нейронних мереж, може допомо-

гти у збиранні корисної інформації у різ-

них часових масштабах. Нейронні мережі 

зробили вагомий внесок, особливо у сфері 

класифікації та передбачення часових ря-

дів [2,13]. Однак було показано, що алго-

ритми навчання нейронних мереж з граді-

єнтним спуском можуть дуже погано пра-

цювати із даними, які мають довгостро-

кову залежність [4], тобто з такими да-

ними, для яких бажаний результат зале-

жить від вхідних даних, які були предста-

влені значно раніше. Проблема може бути 

зменшена за рахунок використання реку-

рентних нейронних мереж (RNN), зокрема 

LSTM, які мають потужні репрезентативні 

можливості. Ці моделі наділені часовим 

виміром за рахунок вбудовування авторе-

гресійних фільтрів у повністю рекурентну 

нейронну структуру. Градієнтний спуск у 

цій складнішій нейронній моделі, що до-

пускає приховані стани, може бути більш 

ефективним. 

На додаток до цього ми припуска-

ємо, що мережева архітектура, що працює 

в кількох масштабах, допомагає вирішити 

проблеми різкого зменшення точності 

прогнозування. Наша стратегія прогнозу-

вання полягає у розбитті завдання прогно-

зування на елементарні, більш прості, за-

вдання. Для цього ми використаємо дис-

кретне вейвлет-перетворення, призначене 

для виявлення особливостей мінливості 

вебтрафіку, які потім обробляються ней-

ронною мережею. Як і перетворення Фу-

р'є, вейвлет-перетворення (ВП) є універ-

сальним інструментом, що дозволяє краще 

обробляти дані. Воно ефективно 

використовується для стиснення зобра-

жень, видалення шуму, виявлення об'єктів 

та великомасштабного структурного ана-

лізу [4,6,10-12]. Вейвлет-перетворення є 

надлишковим перетворенням (без прорі-

джування даних). Суть ВП полягає у розк-

ладі вхідних даних на деталізовані сигнали 

та залишковий сигнал, так що вихідний си-

гнал може бути виражений як адитивна 

комбінація вейвлет-коефіцієнтів при різ-

них рівнях роздільної здатності. Останні 

забезпечують декомпозицію сигналу або 

часового ряду, так що можуть бути помі-

чені короткочасові особливості. Таким чи-

ном рекурентна нейронна мережа спрацьо-

вує кожен раз, щоб надати оцінки вейвле-

тів на заданому часовому кроці, які будуть 

об'єднані для формування прогнозу насту-

пного часового кроку. Інші методи про-

гнозування можуть використовуватися 

спільно і вибиратися найкращі на кожному 

рівні доступу. 

Цей підхід успішно був застосований 

до часового ряду 5-хвилинних середніх 

значень вебтрафіку. Ми зібрали та проана-

лізували журнал вебтрафіку однієї з регіо-

нальних аварійно-диспетчерських служб в 

Україні і отримали повну картину локаль-

ного веб-трафіку з типовими особливос-

тями поведінки досліджуваного вебсер-

вера протягом одного календарного року. 

Наша робота заснована на даних, зібраних 

на рівні вимірювання величини вебтрафіка 

і включають записи про його значення у 

кожен конкретний момент часу. Наша 

увага не спрямована на встановлення при-

чин часової локальності чи самоподібно-

сті. Натомість ми зосередимося на розра-

хунку прогнозування у годинному та хви-

линному масштабі після того, як коротко 

показали, що ряди мають властивість дов-

гострокової залежності. 

Мета  
Дослідити архітектуру нейронної ме-

режі та особливості використовуваного 

вейвлет-перетворення, що використову-

ється для моделювання. Побудувати вла-

сну модель та провести її тестування з ме-

тою визначення ступеню випадкових від-

хилень вихідних параметрів. Провести 
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апроксимацію отриманої кривої за даною 

моделлю та обговорити результати. 

Основна частина 
З метою прогнозування рівня вебтра-

фіку змодельовано нейронну мережу віт-

ряних турбін, яка повинна мати можли-

вість зберігати та оновлювати контекстну 

інформацію, що відповідає довготривалим 

часовим інтервалам. Загальний підхід пе-

редбачає явне включення затримок до рів-

няння нейронної системи. У такій системі 

мультиплікативні взаємодії скалярів замі-

нюються операціями часової згортки, що 

вимагають вагової матриці, яка залежить 

від часу [2]. Загальна формула для мереж 

із затримкою з неперервним часом є рів-

няння виду: 

T 
𝑑v(𝑡)

𝑑𝑡
=  𝑔(u(𝑡)) + i(𝑡),   

u(𝑡) = ∫ W(𝑡 − 𝑠)v(𝑠)𝑑𝑠
𝑡

0
,  (1) 

де N – загальна кількість проміжків, 𝑢(𝑡) і 

𝑣(𝑡)  – N-вимірна векторна активність і 

внутрішні входи на проміжках в момент 

часу t, W – NxN матриця синаптичних вза-

ємодій, що залежить від часу, T – діагона-

льна матриця зручно обраної позитивної 

постійної часу, а i(t) – вхідний вектор. Си-

гмоїдальна функція 𝑔(ℎ) =
1

1+𝑒−𝛽ℎ
 є зви-

чайним вибором для нелінійної функції ак-

тивації. 

Параметр β керує крутизною логісти-

чної функції і довільно встановлюється рі-

вним 1/2. Надалі зауважимо, що  

𝑔(𝑢𝑘) = [(𝑢𝑘
1), . . . , (𝑢𝑘

𝑛)]𝑇. 

Оскільки більшість реалізацій ней-

ронних мереж формулюються для дискре-

тного часу, ми можемо легко перетворити 

(1) на набір різницевих рівнянь першого 

порядку, використовуючи 
𝑑𝑢

𝑑𝑡
=

𝑢(𝑡+𝛥𝑡)−𝑢(𝑡)

𝛥𝑡
 

разом з дельта-функцією ядра 

𝑊(𝑡) = ∑ 𝑊𝑑𝛿(𝑡 − 𝑑)𝐷
𝑑=0  [2,12]. Прийма-

ючи t = 1, остаточно отримуємо дискре-

тну версію (1). Що є гарним наближенням 

за умови, що одиниця часу, що відповідає 

t = 1, досить мала по відношенню до ди-

наміки стану та параметрів. Питання, на-

скільки це дискретне представлення є точ-

ним, виходить за рамки цієї статті.  

Тепер розглянемо результуючу ме-

режу з дискретним часом. Нехай матрич-

ний елемент 𝑤𝑖𝑗
𝑑  позначає силу з'єднання, 

або зв'язок, від d-ї ланки затримки, що з'єд-

нує вузол i з вузлом j, а D – максимальну 

затримку з'єднання, тобто порядок філь-

тра, 𝑣𝑘 являє собою вектор активності сиг-

налів, коли час дорівнює k. Ми не допус-

каємо з'єднань з вхідними сигналами, 

тобто 𝑤𝑖𝑗
𝑑  = 0, якщо j є вхідним сигналом, і 

встановлюємо ik(j) = 0, якщо сигнал j не 

вхідний. Вихідні сигнали мають цільові 

значення dk. Крім того, вхідне зміщення 

для кожного сигналу досягається шляхом 

фіксації активації конкретного сигналу на 

одиницю. Для зручності запису ми не роз-

різнятимемо вхідні, приховані, вихідні та 

зміщені сигнали в наступних формулах. 

Також, ваги для d-их з'єднань із за-

тримкою блоку j на ітерації k, задаються 

вектором 𝑤𝑘
𝑑(𝑗) = (𝑤𝑘

𝑑(1, 𝑗), … , 𝑤𝑘
𝑑(𝑁, 𝑗))𝑇 . 

Так само матриця 𝑊𝑘
𝑑 =

[𝑤𝑘
𝑑(1), 𝑤𝑘

𝑑(2), . . . , 𝑤𝑘
𝑑(𝑁)]  розмірністю 

NxN містить всі адаптивні ваги затримки d 

≤ D на ітерації k. 

Ми визначаємо відповідні параметри 

системи на кожному кроці k шляхом ви-

значення наступної системи пов'язаних 

диференціальних рівнянь: 

𝑇 
𝑑𝑣𝑘(𝑡)

𝑑𝑡
=  -v𝑘(𝑡) + 𝑔(𝑢𝑘(𝑡)) + 𝐼𝑘, 

𝑢𝑘(𝑡) = ∑ (𝑊𝑘
𝑑)𝑇𝑣𝑘−𝑑 + (𝑊𝑘

0)𝑇𝑣𝑘(𝑡)𝐷
𝑑=1 , (2) 

Зовсім не обов'язково, що рівняння 

(2) завжди має стійкий рівноважний розв'-

язок, і не матиме можливої коливальної чи 

хаотичної поведінки [9]. Ми не будемо ро-

зглядати це надалі і припустимо існування 

принаймні одного стабільного атрактора з 

нерухомою точкою. Тому, якщо такий ро-

зв'язок існує для системи (2), то легко ба-

чити, що це підтверджує рівняння: 

𝑣𝑘 = 𝑔(∑ (𝑊𝑘
𝑑)𝑇𝑣𝑘−𝑑

𝐷
𝑑=0 ) + 𝐼𝑘.   (3) 

Зручний для реалізації алгоритм нав-

чання цієї моделі запропонований в [2]. 

При чому на кожному часовому кроці пот-

рібно порядку 0(D2N2) операцій налашту-

вання параметрів мережі.  

Тепер у нас є необхідна теоретична 

база стосовно нейронних мереж [4,22]. 
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Рис. 1. Реалізація дискретного вейвлет-

перетворення у вигляді деревоподібної 

структури. 

Розглянемо апроксимацію часового 

ряду, використовуючи дискретне вейвлет-

перетворення (ДВП) часових рядів як вхі-

дний вектор значень дискретної вибірки. 

Вейвлети можна розглядати як банки філь-

трів нижніх і верхніх частот, що перетво-

рюють вектор даних не змінюючи дов-

жини цього вектора [2]. 

Вейвлет-перетворення для дискрет-

них даних буде забезпечуватися алгорит-

мом à trous (з дірками) (рис. 1) [7] з над-

лишковим перетворенням, тобто без про-

ріджування. На рис. 1 через G(z) позначено 

z-перетворення базисного вейвлета, а че-

рез F(z) – передатну функцію інтерполя-

ційного фільтра, що відповідає масштаб-

ній функції. 

Алгоритм можна описати в такий 

спосіб. Спочатку виконайте послідовні 

згортки з дискретним фільтром низьких 

частот h: 

с𝑖+1(𝑘) = ∑ ℎ(𝑙)𝑐𝑖
+∞
𝑙=−∞ (𝑘 + 2𝑖𝑙).   (4) 

Нульовий коефіцієнт представляє 

вихідний ряд: с0(𝑡) = 𝑥(𝑡) . Збільшення 

відстаней між точками вибірки (2𝑖𝑙) пояс-

нює, чому цей метод отримав назву «à 

trous». Фільтр низьких частот h, який ми 

використовували, був сплайн 

B3=(
1

16
,

1

4
,

3

8
,

1

4
,

1

16
). Він є компактним та то-

чково-симетричним. Оскільки час є асиме-

тричною змінною в принципі, ми викорис-

таємо функцію симетричного згладжу-

вання. 

Також візьмемо різницю між послі-

довними згладженими версіями сигналу, 

щоб отримати вейвлет-коефіцієнти iw : 

𝑤𝑖(𝑘) = с𝑖−1(𝑘) − с𝑖(𝑘)   (5) 

Останні забезпечують більш деталі-

зований сигнал, який, як ми сподіваємося, 

на практиці фіксуватиме невеличкі деталі 

важливі для дослідження. Щоб така харак-

теристика не втрачала всіх особливостей 

своєї поведінки, має бути можливість від-

новити вихідний вектор даних компонен-

тів вейвлета. Крім того, залишковий член 

𝑐𝑝, що представляє "фонову" інформацію 

даних, зрештою додається до вейвлет-кое-

фіцієнтів. Множина 𝑊 =
{𝑤1, 𝑤2, . . . , 𝑤𝑝, 𝑐𝑝}  представляє вейвлет-

перетворення даних глибиною p. Зрозу-

міло, що при прогнозуванні необхідно 

приділяти пильну увагу межам. Обробка 

меж може здійснюватись по-різному. Ми 

використовували інтуїтивний підхід, взя-

вши (для часового ряду розміру N)  

c(N + k) = c(N - k). 

Вейвлет-розклад часового ряду через 

вейвлет-коефіцієнти визначається вира-

зом: 

𝑥(𝑡) = с𝑝(𝑡) + ∑ 𝑤𝑖
𝑝
𝑖=1 (𝑡).   (6) 

Легко бачити, що обчислювальна 

складність описаного вище алгоритму ста-

новить O(n) для n-значних вхідних даних, 

а обсяг пам'яті дорівнює О(n2). 

Тепер поєднаємо нейронно-вейвлет-

ний підхід. Метод полягає в ієрархічному 

застосуванні фільтра нижніх частот до ча-

сового ряду, спочатку до вихідного век-

тора даних 𝑐0, потім до згладженого век-

тора 𝑐𝑖 і так далі, поки результуючий век-

тор 𝑐𝑝 не буде настільки згладженим, що 

його прогнозування на один крок уперед 

стане тривіальним (напр. лінійним чи його 

копією). Для адитивності розкладу вей-

влет-перетворення ми, звичайно, маємо 

враховувати вейвлет-коефіцієнти, задані 

згорткою даних та фільтром нижніх час-

тот. Ми можемо використати послідовні 

згортки типу ковзної середньої для N від-

далених точок. У момент часу t ми маємо 

спостереження точок x(t), x(t - 1),..., x(1), і 

ми шукаємо значення x(t + 1). Зупинивши 

розклад на p-му рівні, ми отримали б ма-

сив вейвлет-коефіцієнтів, до якого треба 

додати нев'язку, що позначається {W(i, j)} 

для i = t, t-1, ..., 1 та j = 1,2,...,p+l. Це 
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адитивний розклад вхідного сигналу, тому 

ми маємо 

𝑥(𝑖) = ∑ 𝑊𝑝+1
𝑗=1 (𝑖, 𝑗), ∀𝑖 = 1,2, . . . , 𝑡.  (7) 

Рівняння (7) також забезпечує фор-

мулу реконструкції вихідного часового 

ряду. Ідея полягає у тому, щоб прогнозу-

вати значення кожного W(i,j). Навчання 

прогностичних вибірок здійснюється кла-

сичним методом, тобто. на навчальній під-

множині даних. 

Оскільки реконструкція є адитив-

ною, ми можемо об'єднувати прогнозу-

вання також адитивним шляхом. Однак, 

ми можемо прийняти гібридну стратегію 

щодо об'єднання даних для отримання за-

гального прогнозу. Тобто, ми можемо про-

тестувати ряд передбачень для короткої та 

довгої пам'яті на кожному рівні дозволу та 

використати комбінацію, яка має мініма-

льні похибки. 

Інтернет є великомасштабною розпо-

діленою інформаційною системою, засно-

ваною на архітектурі клієнт-сервер. Таким 

чином, робоче навантаження на вебсервер, 

складається з низки запитів, що походять 

від багатьох клієнтів. Ми вивчили жур-

нали доступу для досліджуваного сервера, 

а саме вебсервера однієї з регіональних 

аварійно-диспетчерських служб в Україні 

(з червня 2021 р. до вересня 2022 р.). Жур-

нали містять інформацію для кожного за-

питу, обробленого сервером, включаючи 

ім'я хоста, з якого виходить запит, позна-

чку часу запиту, ім'я запрошеного файлу 

об'єкта і розмір відповіді в байтах. 

Зважаючи на розрідженість даних від 

досліджуваного вебсервера з 5-хвилин-

ними інтервалами, ми побудували перший 

набір даних, заснований на нормалізова-

ному по діапазону середньогодинному рі-

вню вебтрафіку, тобто запитах на пере-

дачу, задоволених сервером. Перевірка да-

них показала різні режими в часовому ряді 

через різке підвищення вебтрафіку щодня 

у робочий час, крім вихідних днів та фо-

нове навантаження на вебсервер протягом 

неробочих днів і годин. Тому ми вирішили 

розділити часовий ряд на підсерії тижневої 

тривалості і використовувати середніх 5-

хвилинні значення для експериментів. 

Графік на рис. 2 являє собою частину 

представлення часового ряду вебтрафіку 

протягом листопада 2021р. з використан-

ням 1-годинних інтервалів. Явно видно до-

бовий цикл попиту мережі, а повсякденна 

активність демонструє помітний фон. 

 

Рис. 2. Рівень вебтрафіку досліджуваного веб-

сервера протягом місяця. 

Із графіка чітко видно періодич-

ність добових коливань вебтрафіку, менш 

вираженою є тижнева періодична компо-

нента. 

На цьому етапі ми можемо запитати 

себе, яка частота найкраще підходить для 

вимірювання трафіку – кожну секунду, ко-

жні півхвилини тощо – пам'ятаючи про те, 

що погодинна частота маскує дрібніші 

зміни масштабу, тоді як надмірна частота 

може призвести до небажаних шумових. 

коливань. Однак краще мати багато даних, 

а не мало, оскільки дані завжди можна аг-

регувати зменшуючи варіації. 

У статті ми не концентруємося на з'я-

суванні причин самоподібності вебтра-

фіка, і тому ми використовуємо лише про-

стий графічний метод для перевірки само-

подобності вебпосилань [5,14]. 

Цей метод – залежність від часу, за-

снована на дисперсії самоподібного ряду, 

що повільно загасає. Самоподібний часо-

вий ряд має ту властивість, що при агрегу-

ванні новий ряд має ту ж саму функцію ав-

токореляції, що і попередній. Тобто для за-

даного стаціонарного часового ряду Xt, для 

t = 1, 2,..., m-агрегований член 𝑋𝑡
𝑚 отриму-

ється шляхом підсумовування по блоках 

розміру m, що не перетинаються. Тоді, 

якщо Xt самоподібний, автокореляція 

𝐸[(𝑋𝑡 − 𝑚𝑋)(𝑋𝑡+𝑘 − 𝑚𝑋)]  має той самий 

розподіл для всіх 𝑋𝑡
𝑚, як і вихідний ряд. В 

результаті автомодельний процес прояв-

ляє довгострокову залежність. Його авто-

кореляційна функція 𝑟(𝑘) ∼ 𝑘−𝛽  при k 

→∞, де β < 1. Таким чином, 
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автокореляційна функція такого процесу 

згасає гіперболічно, на відміну від повіль-

нішого експоненційного згасання, що де-

монструється традиційними моделями. 

Коли дисперсія 𝑋𝑡
𝑚  відображається зале-

жно від m на логарифмічному графіку, 

пряма лінія з нахилом β, що перевищує -1, 

вказує на самоподібність, а параметр 

Херста H = 1+ β/2 визначається в термінах 

асимптотичної поведінки масштабованого 

діапазону як функції відрізка часу часо-

вого ряду наступним чином: 

𝑀[
𝑅(𝑛)

𝑆(𝑛)
] = 𝐶𝑛𝐻, 𝑛 → ∞,  (8) 

де R(n) – розмах накопичених відхилень 

перших n значень від середнього ряду, S(n) 

– стандартне відхилення, M[x] – математи-

чне сподіванея, n – кількість точок на від-

різку часового ряду), C – постйний пара-

метр. 

Для самоподібного ряду 1/2< Н < 1, 

і при Н → 1 ступінь самоподібності ряду 

зростає. 

Крім того, використовувані розпо-

діли цілком можуть бути охарактеризовані 

за допомогою логнормальних розподілів. 

Однак логнормальні розподіли не мають 

необмеженої дисперсії і, отже, не мають 

важких "хвостів" у строгому значенні. 

Щоб перевірити, чи наші набори даних ві-

дповідають характеристикам нескінченної 

дисперсії важких "хвостів", ми викорис-

тали простий тест, заснований на центра-

льній граничній теоремі (ЦПТ), який стве-

рджує, що сума незалежних та однаково 

розподілених вибірок з будь-якого розпо-

ділу з обмеженою дисперсією мають тен-

денцію до логнормальних розподілів. Для 

цього ми перевіряємо поведінку "хвоста" 

агрегованих наборів даних, використову-

ючи графіки логарифмічного додаткового 

кумулятивного розподілу (LLCD). Це гра-

фіки додаткових кумулятивних розподілів 

𝐹
∧

(𝑡) = 1 − 𝐹(𝑥) = 𝑃[𝑋 > 𝑥]  на логариф-

мічних осях. Побудовані таким чином гра-

фіки розподілів з важкими "хвостами" ма-

ють лінійний вигляд. Для наборів даних з 

обмеженою дисперсією нахил все більше 

зменшуватиметься в міру збільшення m, 

відображаючи нормальний розподіл, що 

лежить в основі. Для наборів даних із нео-

бмеженою дисперсією нахил залишати-

меться приблизно постійним із збільшен-

ням m.  

Результат, який характеризує залеж-

ність між співвідношенням 
𝑅(𝑛)

𝑆(𝑛)
 та вихід-

ними добовими коливаннями вебтрафіка у 

відповідності до виразу (8) представлений 

на рис. 3. Залежність дисперсії-часу серед-

ньогодинної кількості сигналів, оціню-

ється з використанням регресії, яка дає па-

раметр Херста в середньому рівний 

H=0.718, що вказує на наявну самоподіб-

ність ряду [5,14]. 

 

Рис. 3. Залежність параметра Херста від 

добових коливань вебтрафіка. 

Як зазначалося вище, вейвлет-перет-

ворення було застосовано до часового 

ряду середньогодинних значень рівня веб-

трафіка. Хоча було пораховано 5 рівнів 

вейвлета, останній був відкинутий, тому 

що ми виявили, що він надто повільно змі-

нюється. Дійсно, чим вищий порядок гли-

бини розрахунку, тим гладкіша крива і, 

отже, тим менше інформації можна отри-

мати через нейронну мережу від отрима-

них коефіцієнтів. У свою чергу, здатність 

мережі збирати інформацію про часові 

ряди з вищим порядком роздільної здатно-

сті дуже швидко погіршується. 

Чотири рівні вейвлету, що залиши-

лися, були усічені відповідно до плюс або 

мінус 100, 80, 50 і 40 і лінійно масштабо-

вані, щоб потрапити в одиничний інтер-

вал. Хоча вихідний нейрон був лінійним і, 

отже, необмеженим, ми обмежили дані до 

n=400, а потім лінійно масштабували кіль-

кість влучень, щоб залишатися приблизно 

в діапазоні [0;1]. Скорочення кількості 
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збігів було необхідно, щоб зменшити міні-

мальну та максимальну величину до розу-

много значення, оскільки в іншому випа-

дку дуже великі значення розбавили б ва-

ріації даних. 

Кількісні показники ефективності 

виражаються у термінах помилок про-

гнозу в межах 1 крока уперед. Точність ви-

значалась нормалізованою середньоквад-

ратичною помилкою (NMSE): 

𝑁𝑀𝑆𝐸 =
1

𝜎2𝑁
∑ (𝑥(𝑘) − 𝑥

∧
(𝑘))2𝑁

𝑘=1 , (9) 

де x(k) – вихідні значення послідовності, 

𝑥
∧

(𝑘)  – прогнозовані значення, дбачення, 

і 𝜎2  – дисперсія вихідної послідовності 

щодо прогнозованої. Таким чином, зна-

чення NMSE = 1 відповідає прогнозу-

ванню безумовного середнього. 

Була використана рекурентна архіте-

ктура; вейвлети були представлені як зов-

нішня інформація для мережі. Було вико-

ристано набір із 2016 кортежів спостере-

ження рівня вебтрафіка за тиждень без 

пропущених значень. Очевидно, що дані 

демонструють добові періоди. Непостійні 

добові коливання величини були найскла-

днішою характеристикою ряду, яку ней-

ронна мережа могла вивчити. Перші 1728 

кортежів використовувалися для навчаль-

них цілей, а прогнозування проводилися 

для останніх 288 кортежів. Похибка перед-

бачення відстежується на утриманих зна-

ченнях, весь наступний тиждень. 

Після кількох випробувань була об-

рана нейронна архітектура LSTM. Викори-

стану RNN можна розглядати як трирів-

неву мережу з 5 x 5 x 1 вузлами з повністю 

зв'язаними прихованими вузлами з’єд-

нань. Отримана мережа мала 64 поси-

лання, включаючи зміщення. Вибір цих 

розмірів відбувався здебільшого евристич-

ними методами. Вхідний рівень діє як банк 

лінійних фільтрів, а модель має коротку 

довготривалу пам’ять про свої приховані 

стани. 

Мережа, навчена виводити наступне 

значення до повної збіжності, показала 

дуже хороші результати (рис. 4) на нав-

чальному наборі, незважаючи на шумові 

варіації ряду і обмежену кількість 

параметрів, що налаштовуються. Навпаки, 

результуюча нормалізована середньоквад-

ратична помилка для однокрокових про-

гнозів щодо набору прогнозів становить 

0,9, тобто незначна. Годинна агрегація рі-

вня вебтрафіку сильно згладила варіації на 

менших часових масштабах. 

Враховуючи попередній аналіз – 

зменшимо відрізок прогнозування і скон-

центруємось на прогнозах на одну годину 

вперед відлічуючи від поточного часу 

доби. Збільшення частоти дискретизації 

має дві переваги: у модель надходять 

більш актуальні дані та значно збільшено 

загальний обсяг даних, доступних для на-

вчання. Дані належать до одного місяця 

журналів логування особливостей вебтра-

фіка. 

Така сама модель використовувалася 

для прогнозування роздільної здатності 

кожного вейвлета. Вибір відповідної кіль-

кості ланок, вузлів і тощо в основному ви-

значався емпірично. Як правило, ефекти-

вна архітектура забезпечує оптимальний 

баланс між продуктивністю та складністю.  

Обрана модель складається з 5 вхід-

них блоків, 5 прихованих блоків і одного 

вихідного блоку. У кожну мережу вводи-

лося значення попереднього ряду для ряду 

W(t, j) у певний момент часу t щоб забезпе-

чити оцінку наступного значення для 

W(t+1, j). Навчальні кортежі складалися з 

апріорних значень ряду. Хоча використо-

вувалася та ж сама тришарова RNN, що 

складається з 1 вхідного блоку, затримки 

з'єднань, що живлять приховані блоки, 

значення 5 вейвлет-коефіцієнтів wi, були 

змінені, щоб врахувати затухання зміни 

поведінки wi у міру того, як i зростало від 

1 до 4. Чим вище порядок шкали розділь-

ної здатності, тим плавніше крива і більше 

часове вікно. Затримки виражаються в 

одиницях часу. Чим більше значення, тим 

довше затримка передачі між блоками і, 

отже, глибше пам'ять. Часове вікно охоп-

лює період тривалістю до 45 хвилин. Звер-

ніть увагу, що максимальна затримка та 

крок затримки поступово збільшуються. 

Такий механізм прогнозування запу-

скався незалежно 5 разів. Як тільки були 
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отримані одновимірні прогнози для ряду 

W(t,j) для j від 1 до 5, помилка згодом по-

рівнювалася з іншими показниками ефек-

тивності і помилкою на основі авторегре-

сійного прогнозу. Ця помилка копіювання 

зменшувалася при зростанні коефіцієнта. 

Зверніть увагу, що останні набори вей-

влет-коефіцієнтів є наборами, що зміню-

ються більш гладко, отриманими в резуль-

таті вейвлет-розкладу. 

Нормалізована середньоквадратична 

помилка для однокрокових рекомбінова-

них прогнозів RNN за набором прогнозів 

становить 0,70. Очевидно, що здатність 

мережі фіксувати динамічну поведінку 

при зростанні глибини роздільної здатно-

сті погіршується дуже швидко. Чим вищий 

порядок шкали роздільної здатності, тим 

гладкіша крива і, отже, тим менше інфор-

мації може отримати мережа. З цієї при-

чини ми зупинили процес вейвлет-роз-

кладу на 5-му порядку. 

Щоб оцінити практичне значення на-

шого методу, ми використали ту ж саму 

архітектуру, що і при тижневому прогно-

зуванні рівня вебтрафіку. Було отримано в 

результаті NMSE=0,85. Було з'ясовано, що 

поєднання RNN із вейвлет-розкладом за-

безпечує підвищення точності прогнозу-

вання. 

Розглянемо коефіцієнт взаємної ко-

реляції: 

𝑝𝑖𝑗 =
𝐸[(𝑋𝑖−𝑚𝑖)(𝑋𝑗−𝑚𝑗)]

𝜎𝑖𝜎𝑗
   (10) 

і визначимо коефіцієнт кореляції: 

𝑟𝑖𝑗 =
𝐸[(𝑋

∧

𝑖−𝑋𝑖)(𝑋
∧

𝑗−𝑋𝑗)]

𝜎𝑖𝜎𝑗
   (11) 

Остаточно NMSE легко виводиться 

через граничний прогноз NMSE за допо-

могою 

𝑁𝑀𝑆𝐸 =
∑ 𝜎𝑗𝑗 𝑁𝑀𝑆𝐸𝑗+2 ∑ 𝑟𝑖𝑗𝜎𝑖𝜎𝑗𝑖>𝑗

∑ 𝜎𝑗𝑗 +2 ∑ 𝑝𝑖𝑗𝜎𝑖𝜎𝑗𝑖>𝑗
. (12) 

Продуктивність передбачення до-

сить швидко погіршується при поєднанні 

граничних прогнозів. Наприклад, коли ре-

комбінуються тільки w5 та w4, ми отриму-

ємо NMSE=0,13; коли ми додаємо ще w3, 

ми отримуємо NMSE=0,24. Коли дода-

ється і w2, тоді ми одержуємо NMSE=0,38. 

Зрештою, коли всі оцінки об'єднані, ми 

отримуємо NMSE=0,70. 

Зі спостережень, наведених вище, ми 

підкреслюємо, що серії вейвлетів не є не-

залежними один від одного, так само як і 

їх прогнози на окремих коефіцієнтах. Коли 

підсумовуються кілька рядів з різними 

значеннями NMSE, можна було б очіку-

вати, що результуючий ряд матиме NMSE, 

що лежить десь між максимальним та мі-

німальним. Насправді це не так. 

Коли всі оцінки вейвлетів рекомбіну-

ються, результуюче значення NMSE ста-

новить 0,7, що значно вище, ніж найвища 

гранична NMSE для вейвлетів, тобто 0,37 

для ряду з урахуванням w1. Ця значна по-

милка виникає через сильну взаємну коре-

ляцію помилок прогнозу, яка не була розг-

лянута тут. 

Незважаючи на досить відносну точ-

ність остаточної оцінки, можна зробити 

позитивні твердження щодо варіацій на 

одну годину вперед: у 80% випадків варіа-

ція нейронного виходу була того ж знака, 

що і реальний ряд. Цей позитивний резуль-

тат показує, що вебтрафік вдається спрог-

нозувати за допомогою нейронної мережи. 

Однак спроби підвищити точність прогно-

зування на більш детальному рівні роз-

дільної здатності вейвлету потребують до-

даткових досліджень.

 

Рис. 4. Приклад досліджуваних тижневих коливань рівня вебтрафіка 
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Висновки 
Точний прогноз протягом певного 

часу вебтрафіку може значно допомогти у 

розробці програмного забезпечення, спря-

мованого на попередню вибірку, кешу-

вання та поширення вебдокументів [1]. Це 

також дозволило б нам генерувати синте-

тичні еталонні потоки з точними характе-

ристиками продуктивності та очікувати 

зростання продуктивності для проєкту-

вання систем. Якість доступних мережних 

підключень часто може мати великий 

вплив на продуктивність розподілених 

програм. Наприклад, програми передачі 

документів, такі як FTP і Web, потерпають 

від зростання часу відгуку в результаті пе-

ревантаження мережі. Для цих програм 

час передачі документа безпосередньо по-

в'язаний з доступною пропускною здатні-

стю з'єднання. Якби оцінки потреби у тра-

фіку були доступні за деякий час до запу-

ску програми, можна було б розрахувати 

оцінку обсягу потрібних з'єднань. Потім 

наявні мережі можна було б використову-

вати як основу для вибору з набору альте-

рнативних з'єднань або серверів, що забез-

печило б скорочення часу відгуку. Ця мо-

жливість спонукала ряд авторів запропо-

нувати надавати через додаток оцінку дос-

тупної пропускної спроможності між сер-

вером та клієнтом, що дозволяє уникнути 

навантаження на рівні додатку [6]. 

Результати, представлені в цій статті, 

забезпечують прогнозування вебтрафіку з 

певною точністю на не дуже великих про-

міжках часу. Цей метод ще потребує сер-

йозного доопрацювання, перш ніж можна 

буде систематично генерувати надійні 

пролонговані прогнози. В даний час про-

водиться подальше обґрунтування параме-

трів моделі за допомогою додаткових екс-

периментів та аналізу даних вебтрафіку. 

У цій статті ми досліджували про-

гнозованість вебтрафіку в різних масшта-

бах часу за допомогою рекурентних ней-

ронних мереж. Ми розглянули стратегію 

прогнозування, засновану на вейвлет-роз-

кладі вихідного часового ряду на різні ма-

сштаби часового ряду, та застосували її до 

даних вебтрафіку. Вейвлет-перетворення 

виконує вдалу декомпозицію даних, отже 

основні часові структури вихідного часо-

вого ряду стають зрозумілішими і чітко ві-

дображаються. Окремі вейвлет-коефіціє-

нти прогнозуються, потім рекомбінуються 

для отримання остаточного прогнозу. По-

казано, що усереднена кількість байтів, пе-

реданих за період одну годину, демонст-

рує деяку передбачуваність під час вико-

ристання цього методу. 
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Радченко К.О. 

ОСОБЛИВОСТІ ПРОГНОЗУВАННЯ РІВНЯ ВЕБТРАФІКУ У КОМП’ЮТЕРНИХ 

МЕРЕЖАХ ЗАГАЛЬНОГО ПРИЗНАЧЕННЯ 

У статті проведено дослідження процесу прогнозування рівня вебтрафіку комп'-

ютерних мереж. Розглянуто можливість прогнозувати вебтрафік в різних масштабах 

часу за допомогою рекурентних нейронних мереж, використовуючи вейвлет-розклад ви-

хідного часового ряду. Вейвлет-перетворення виконує декомпозицію даних, отже осно-

вні часові структури вихідного часового ряду стають чітко видними. Окремі вейвлет-

коефіцієнти прогнозуються, потім рекомбінуються для отримання остаточного про-

гнозу. Показано, що усереднена кількість байтів, переданих за період одну годину, де-

монструє прогнозованість під час використання цього методу. Проводиться подальше 

обґрунтування параметрів моделі за допомогою додаткових експериментів та аналізу 

даних вебтрафіку. 
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PECULIARITIES OF FORECASTING THE LEVEL OF WEB TRAFFIC IN 

GENERAL PURPOSE COMPUTER NETWORKS 

The article studies the process of predicting the level of web traffic in computer networks. 

The possibility of predicting web traffic on different time scales using recurrent neural networks 

using the wavelet schedule of the original time series is considered. The wavelet transform 

decomposes the data so that the underlying temporal structures of the original time series be-

come clearly visible. The individual wavelet coefficients are predicted, then recombined to ob-

tain the final prediction. It is shown that the average number of bytes transferred in one hour 

demonstrates predictability when using this method. Further justification of the model param-

eters is carried out with the help of additional experiments and analysis of web traffic data. 

Keywords: computer network, recurrent neural network, wavelet, Hurst parameter, time 

series, web traffic. 


